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Redes Neurais Convolucionais
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Objetivos da aula:
e Compreender os conceitos fundamentais das CNNs

e |ntroduzir o que sao Redes Neurais Convolucionais
e Discutir a importancia e o impacto das CNNs na area de Visao Computacional

e Explorar a arquitetura e as operacoes basicas das CNNs

e Detalhar as camadas principais e suas funcoes
e Explicar como as operacoes de convolucao e pooling funcionam

e Aplicar CNNs em tarefas praticas de classificacao de imagens

e Demonstrar a implementacao de uma CNN usando Keras

e Mostrar exemplos de aplicacao em tempo real André Guerra - 2024
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Operacao de convolucao

Definicao de Convolucao
e Operacao Matematica:
e Combinacao de dois conjuntos de informacoes para produzir um terceiro conjunto.
e Aplicacao em Imagens:

e Aplicacao de filtros (kernels) sobre a imagem para extrair caracteristicas especificas.

Filtros (Kernels)

e Tamanho do Filtro:

¢ Comumente 3x3, 5x5, etc.

e Valores do Filtro:

e Determinam o tipo de caracteristica a ser detectada (bordas, texturas, etc.).
André Guerra - 2024



Operacao de convolucao
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Stride (Passo)
e Definicao:
e Numero de pixels que o filtro se move na imagem.

e |mpacto:

e Controle da sobreposicao e tamanho do mapa de caracteristicas.

Padding (Preenchimento)
e 'Valid"
e Sem preenchimento, reduzindo o tamanho da saida.
e 'Same"

e Adiciona preenchimento para manter o tamanho da entrada. André Guerra - 2024



Operacao de convolucao
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Resultado da Convolucao

¢ Mapa de Caracteristicas:

e Saida resultante da aplicacao do filtro na imagem.

André Guerra - 2024



Operacao de convolucao
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Imagem de Entrada Mapa de Caracteristicas

André Guerra - 2024



Operacao de convolucao
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Operacao de convolucao e pooling
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Operacao de convolucao
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Camadas Convolucionais

Definicao de Camada Convolucional

¢ Funcao Principal:

e Extrair caracteristicas relevantes da imagem de entrada.
e Operacao Basica:

e Aplicacao de multiplos filtros (kernels) para detectar diferentes padroes.

Parametros Principais

e Filtros (Kernels):
e Numero de Filtros:

e Define quantos mapas de caracteristicas serao gerados.

e Tamanho do Filtro:

e Comumente 3x3, 5x5, etc., determinando a area da imagem analisada por vez. André Guerra - 2024



Camadas Convolucionais - passo a passo
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e Aplicacao de Filtros:

e (Cada filtro desliza sobre a imagem de entrada, realizando operacdes de multiplicacao e

sOma.

e Extracao de Caracteristicas:

e Diferentes filtros detectam diferentes tipos de caracteristicas (e.g., bordas, texturas).

e Criacao de Mapas de Caracteristicas:

e (Cada filtro gera um mapa de caracteristicas que representa a presenca de um padrao

especifico na imagem.

André Guerra - 2024



Invariancia e transformacoes
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¢ O gue e Invariancia:

e (Capacidade do modelo de reconhecer objetos mesmo apos transformacdes como

translacao, rotacao, escala e distorcao.
e |mportancia:

e Permite que a CNN generalize melhor em diferentes cenarios e condi¢coes de imagem.

André Guerra - 2024



Invariancia e transformacoes
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Tipos de Transformacoes Invariantes

e Translacao:

¢ Reconhecimento de objetos mesmo que estejam deslocados na imagem.

e Escala:

¢ |dentificacdo de objetos em diferentes tamanhos.
e Rotacao:

e Deteccao de objetos independentemente de sua orientacao.
e Distorcao:

e (Capacidade de reconhecer objetos sob deformacdes nao rigidas.

André Guerra - 2024



Invariancia e transformacoes
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Como as CNNs Atingem Invariancia a Transformacoes
e Pooling:

e Reducao da dimensionalidade espacial, ajudando a tornar as caracteristicas extraidas

mais robustas a pequenas variacoes.

e Arquiteturas Profundas:

e Multiplas camadas convolucionais e de pooling capturam caracteristicas em diferentes

niveis de abstracao.

André Guerra - 2024
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Invariancia e transformacoes
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e Data Augmentation:

e Técnicas de aumento de dados que introduzem variacdes nas imagens de treinamento,

melhorando a robustez do modelo.

e Uso de Filtros Locais:

e Detectam padroes independentes de sua posicao na imagem.

e Melhor Generalizagao:

¢ O modelo consegue aplicar o que aprendeu a novas imagens com diferentes

transformacoes.

e Robustez:

e Reducao da sensibilidade a pequenas variacdes nas imagens de entrada.

e Desempenho Elevado:

e Melhoria na precisao e eficacia do modelo em tarefas reais de visao computacional. André Guerra - 2024
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Eficiéncia computacional

%] UNINASSAU

Processamento por Janelas Pequenas:

e Convolucoes operam em pequenas regioes da imagem, reduzindo a quantidade de

calculos necessarios.

Reutilizacao de Filtros:

e O mesmo filtro é aplicado em diferentes partes da imagem, economizando recursos

computacionais.

Paralelismo Massivo:

e GPUs podem executar milhares de operagdes simultaneamente, acelerando o

processamento de convolucgdes.

e Compatibilidade com Bibliotecas de Deep Learning:

e Frameworks como TensorFlow e PyTorch sao otimizados para utilizar GPUs de forma

eficiente. André Guerra - 2024



Eficiéncia computacional
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Reducao de Parametros

¢ Compartilhamento de Pesos:

e Menos parametros a serem treinados devido ao compartilhamento de filtros,

resultando em modelos mais leves.

¢ Memoria e Armazenamento:

e Modelos com menos parametros requerem menos memoria e espaco de

armazenamento, facilitando o deployment.

André Guerra - 2024
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Beneficios para Treinamento e Inferéncia

e Treinamento Mais Rapido:

e Menor quantidade de calculos e uso eficiente de GPUs reduzem o tempo necessario

para treinar modelos.

e |Inferéencia em Tempo Real:

* Modelos eficientes permitem classificacOes rapidas, essenciais para aplicacbes em

tempo real como reconhecimento de imagens em video.

André Guerra - 2024
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Desempenho Superior em Tarefas de Visao Computacional

Reconhecimento de Imagens

e Alta Precisao:

e As CNNs alcancam taxas de acerto superiores em comparacao com meétodos

tradicionais de reconhecimento de padroes.

e Capacidade de Aprendizado Profundo:

e (Capazes de aprender representacoes complexas e hierarquicas das imagens,

melhorando a precisao do reconhecimento.

André Guerra - 2024
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Desempenho Superior em Tarefas de Visao Computacional

Deteccao de Objetos

e Localizacao e Classificacao Simultaneas:

e CNNs podem identificar e localizar multiplos objetos dentro de uma Unica imagem de

forma eficiente.

e Algoritmos Avancados:

e Metodos como YOLO (You Only Look Once) e Faster R-CNN utilizam CNNs para

deteccao rapida e precisa.

André Guerra - 2024
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Segmentacao Semantica

e Divisao Precisa da Imagem:

e C(Classificacao de cada pixel da imagem para identificar diferentes objetos e regides.

e Aplicagcoes em Medicina e Automacao:

e Utilizada para analise de imagens meédicas, inspecao industrial e conducao autonoma.

Reconhecimento Facial
e |dentificacao e Verificacao:

e CNNs sao amplamente utilizadas em sistemas de seguranca para reconhecimento e

verificacao de identidades faciais.

* Robustez a Variagoes:

e (Capazes de lidar com diferentes expressoes, iluminacao e angulos de visao.
André Guerra - 2024
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Desempenho Superior em Tarefas de Visao Computacional

Classificacao de Videos

e Analise Temporal:

e Extensao das CNNs para capturar informacoes temporais em sequéncias de video,

melhorando a compreensao de acdes e eventos.

e Aplicacoes em Vigilancia e Entretenimento:

e Utilizadas para monitoramento de atividades, deteccao de comportamentos suspeitos

e analise de conteldo multimidia.

André Guerra - 2024
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Desempenho Superior em Tarefas de Visao Computacional

Transferéncia de Aprendizado

e Uso de Modelos Pré-Treinados:

e Aproveitamento de redes treinadas em grandes conjuntos de dados para melhorar o

desempenho em tarefas especificas com menos dados.

¢ Reducao de Tempo de Treinamento:

e Minimiza a necessidade de treinamento extensivo, tornando o desenvolvimento mais

rapido e eficiente.

André Guerra - 2024
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Estrutura Geral da CNN

e Camadas Convolucionais:

e Extraem caracteristicas da imagem de entrada usando filtros.

e Camadas de Pooling:

e Reduzem a dimensionalidade dos mapas de caracteristicas.

e Camadas Densas (Fully Connected):

e Conectam todas as neuronas das camadas anteriores para realizar a classificacao final.

e Camada de Saida:

e Produz a previsao final, como a probabilidade das classes.

André Guerra - 2024
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Multiplas Camadas Convolucionais e de Pooling

e Hierarquia de Caracteristicas:

e Camadas iniciais capturam caracteristicas simples (bordas, texturas).
e Camadas profundas capturam caracteristicas mais complexas (formas, objetos).

¢ Empilhamento de Camadas:

e Combinacao de varias camadas convolucionais e de pooling para aumentar a

profundidade da rede.

André Guerra - 2024
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Arquitetura Completa de uma CNN
Camada Densa (Fully Connected)

e |ntegracao das Caracteristicas:
e Combina todas as caracteristicas extraidas pelas camadas convolucionais e de pooling.
e (lassificacao:

® Processa as informacgoOes para classificar a imagem nas classes desejadas.
Camada de Saida
e Funcao de Ativacao:

e Softmax: Usada para classificacdo multi-classe, fornecendo probabilidades para cada

classe.
e Sigmoid: Usada para classificacao binaria.
e Interpretacao dos Resultados:

e A classe com a maior probabilidade é selecionada como a previsao final. André Guerra - 2024
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Preparacao dos Dados

e Carregamento e Pré-processamento:

e |mportacao dos dados de imagem.
¢ Normalizacao e redimensionamento das imagens.

e Divisao dos Dados:

e Separacao em conjuntos de treinamento, validacao e teste.

André Guerra - 2024
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Construcao do Modelo CNN

e Definicao das Camadas:

e Adicao de camadas convolucionais, de pooling e densas.

e Escolha da Funcao de Ativacao:

e Uso de RelLU nas camadas ocultas e Softmax na camada de saida.

e Compilacao do Modelo:

e Selecdo da funcao de perda e do otimizador (e.g., categorical_crossentropy e Adam).

André Guerra - 2024
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Aplicacao Pratica

Treinamento do Modelo

e Ajuste de Hiperparametros:

e Definicao de epochs, batch size e learning rate.

¢ Monitoramento do Treinamento:
e QObservacao das metricas de perda e acuracia.
Avaliacao e Validacao
e Avaliacao no Conjunto de Teste:

e Medicao da acuracia e outras metricas no conjunto de dados de teste.

e Analise de Resultados:

e |nterpretacao dos resultados e identificacao de possiveis melhorias. )
André Guerra - 2024
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Aplicacao Pratica

Inferéncia e Uso em Tempo Real

e Carregamento de Imagens para Previsao:

e Aplicacao do modelo treinado para classificar novas imagens.

* |Implementacao em Aplica¢oes Praticas:

e |ntegracao do modelo em sistemas como aplicativos moveis ou web.

André Guerra - 2024
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Conclusao

Recapitulando os pontos principais...

André Guerra - 2024



	Slide 1
	Slide 2
	Slide 3
	Slide 4
	Slide 5
	Slide 6
	Slide 7
	Slide 8
	Slide 9
	Slide 10
	Slide 11
	Slide 12
	Slide 13
	Slide 14
	Slide 15
	Slide 16
	Slide 17
	Slide 18
	Slide 19
	Slide 20
	Slide 21
	Slide 22
	Slide 23
	Slide 24
	Slide 25
	Slide 26
	Slide 27
	Slide 28
	Slide 29
	Slide 30
	Slide 31: Conclusão

